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های هواشناسی با استفاده از تخمین دمای سطحی و عمقی خاک از داده

 های یادگیری ماشین در اقلیم فرا خشکتکنیک

 

 *2خالقی هسام ، 1بامری ابوالفضل
 

 (28/01/1400تاریخ پذیرش:             06/11/1399)تاریخ دریافت: 

 

 چکیده

 مختلف مدل شش کاربرد مطالعه در این. است مهم بسیار جو و زمین در اندرکنش خاک مختلف اعماق در دما دقیق برآورد

، (RF) تصادفی جنگل ،(CB) کیوبست ،(DT) گیریدرخت تصمیم ،(ANNشبکه عصبی مصنوعی ) ماشین شامل یادگیری

، 10، 5 مختلف عمق شش در روزانه دمای خاک سازیمدل برای (LRو رگرسیون خطی ) (SVM) ماشین بردار پشتیبان

 شامل الوصول سهل هواشناسی هایداده از ایمجموعه .قرار گرفت کرمان مورد بررسی در متر سانتی 100و  50، 30، 20

درجه  شد. آنالیز استفاده هامدل ورودی عنوان به جو فشار تعرق و-تبخیر شبنم، نقطه نسبی، رطوبت حداقل، و حداکثر دمای

 هر عملکرد نتایج، به توجه با .شد ساله انجام 18بر اساس اطلاعات دوره آماری  ورودی متغیرهای برای اهمیت و همبستگی

همه  رجه سانتیگراد( درد Bias < 14/0درجه سانتیگراد و  2R  ،RMSE < 8/2> 86/0بر اساس معیارهای ارزیابی ) مدل شش

از خود نشان  (2R>  97/0خاک ) دمای تخمین در بسیار بالایی کارایی SVMو  RF ،ANN حال، این با. بود اعماق قابل قبول

تری نسبت به بقیه داشتند. بررسی درجه اهمیت متغیرها نشان داد عملکرد ضعیف LRو پس از آن  DTهمچنین مدل  .دادند

ها داشت. بینی دمای خاک در همه مدلحداکثر و حداقل دارای بیشترین تاثیر در پیشکه از بین پارامترهای ورودی، دمای 

های یادگیری ماشین نظیر جنگل تصادفی، شبکه عصبی مصنوعی و بردار توان با اطمینان اذعان داشت که مدلدر نهایت می

 گیری دارند.جهیزات اندازهپشتیبان قابلیت تخمین دمای خاک سطحی و عمقی در اقلیم خشک را در شرایط نبود ت
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 مقدمه

کننده در به عنوان یک عامل کلیدی و کنترل دمای خاک

فرآیندها و خصوصیات فیزیکی، شیمیایی و بیولوژیکی 

آید که متعاقبا بر کمیت و کیفیت تولید خاک به شمار می

-تبخیر خاک، محصولات کشاورزی تأثیرگذار است. دمای

 خاک، تهویه مغذی، مواد تجزیه و تولید زنی،جوانه تعرق،

 را خاک هایمیکروارگانیسم و ریشه فعالیت گیاه، رشد

 در فرآیندها این از بسیاری .دهدمی قرار تأثیر تحت

 خود مقدار حداکثر به حرارت درجه از مشخصی محدوده

 این از کمتر و بیشتر هایحرارت درجه در و رسیده

 Feng et al., 2019; Zadmehrیابند )می کاهش محدوده،

& Farrokhian, 2020). ،دمای مورد در آگاهی بنابراین 

 عنوان به مختلف اعماق در خاک دمای بینیخاک و پیش

 آینده تغییرات بررسی برای گیریتصمیم اصلی فاکتور یک

 زیر و سطحی مختلف نظیر هواشناسی فرآیندهای در

 کشاورزی هایسیستم ، جو -زمین انرژی تبادل سطحی،

 خاکزدایی، مدیریت منابع آب و های بیابانمنعطف، طرح

است  شده گرفته نظر در محیطی زیست ریسک ارزیابی و

(Samadianfard et al., 2018; Bahmani et al., 2018) .

 در های دمای خاکبه داده اساسی نیاز و اهمیت رغمعلی

 از بسیاری ها درآن داده به دسترسی مختلف، هایزمینه

 بسیار( توسعه حال در کشورهای مثال عنوان به) مناطق

 توسط بایدهای دمای خاک داده مقادیر. است محدود

 اند،شده نصب خاک مختلف اعماق در که هاییدماسنج

است  پرهزینه و برزمان کار این که شود گیریاندازه

(Mehdizadeh et al., 2020). هایهمچنین ایستگاه 

های دمای داده ثبت برای کافی سینوپتیک و هواشناسی

 و کوهستانی مناطق در خصوصاًدر همه مناطق خاک 

این شکاف در  کردن پر برای. ندارد وجود تند هایشیب

های داده تخمین برای هواشناسی هایداده از ها، غالباًداده

 دقیق خیلی است ممکن که شودمی استفادهدمای خاک 

های گذشته، طی دهه .(Ozturk et al., 2011نباشد )

محور برای های دادهبسیاری از محققان کارایی مدل

سازی روابط پیچیده ورودی و خروجی غیرخطی را شبیه

 مبتنی های(. مدلDelbari et al., 2019اند )گزارش کرده

 و ورودی هایداده از استفاده با کنندمی سعی داده بر

                                                 
1 Extreme Learning Machine 

2 Artificial Neural Network 

3 Multiple linear regression models 

 سیستم ساختار اند،شده مشاهده قبلاً که تاریخی خروجی

 دیده آموزش سیستم روی بر آزمون سپس،. بیاموزند را

 شودمی محاسبه مدل موفقیت میزان و شودمی انجام

(Sattari et al., 2020; Sihag et al., 2020).  مطالعه

متعددی برای تخمین دمای خاک از پارامترهای 

-های خطی یا غیرخطی، مدلهواشناسی از طریق روش

های مبتنی بر یادگیری ماشین و سری زمانی انجام شده 

 ;Mehdizadeh et al., 2020; Kim & Singh 2014)است 

Tabari et al., 2011; Wu et al., 2013های(. تکنیک 

 تخمین برای ایگسترده طور نیز به ماشین یادگیری

مورد توجه و  های اخیردر سال های دمای خاکداده

 Zadmehrزادمهر و فرخیان ) .است استفاده قرار گرفته

& Farrokhian, 2020یادگیری هایمدل از استفاده ( با 

 خطی رگرسیون مصنوعی و عصبی شبکه سریع، ماشین

 هواشناسی هایداده از خاک دمای چندگانه به برآورد

 رطوبت باد، سرعت هوا، دمای هایپرداختند. آنها از داده

 ورودی عنوانبه بارندگی و تبخیر فشار بخار، هوا، نسبی

 نتایج این تحقیق. کردند استفاده هامدل آموزش برای

(، ELM) 1حداکثر یریادگی نیماشهای مدل داد نشان

های رگرسیون ( و مدلANN) 2شبکه عصبی مصنوعی

 سازیمدل در مطلوب عملکردی (MLR) 3خطی چندگانه

 تمامی همچنین، .داشتند هاعمق تمام در خاک دمای

 سطحی لایه دمای بهتری از برآورد های مورد بررسیمدل

 عمق افزایش با و داشته سانتیمتری( 0 - 30 )عمق خاک

 Sattari etیافت. ستاری و همکاران ) کاهش هادقت آن

al., 2020پارامترهای با خاک دمای ( طی پژوهشی برآورد 

 برمبتنی داده استخراج سه مدل از استفاده با هواشناسی

 درخت را در کشور ترکیه مورد مطالعه قرار دادند. با توجه

، (DT) 4گیریتصمیم هر سه روش درخت ها،آن نتایج به

ترکیب دو مدل  و )GBT (5شده تقویت دار شیب درختان

 مترسانتی 5 عمق در را خاک دمای (،DT – GBTمذکور )

 در تخمین بهترین حال، این با. زدند تخمین موفقیت با

. آمد دست به DT مدل با متر سانتی 20 و 10 خاک عمق

 یافته افزایش خاک عمق افزایش با نیز هامدل دقت میزان

 زمان مدت خاک، دمای بینیپیش همچنین در. است

 تعیین عوامل ترینمهم عنوان به هوا دمای و آفتاب تابش

فنگ . بود هواشناسی متغیر ترین اهمیت بی بارش و شد

4 Decision Tree 

5 Gradient Boosted Tree 
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 دمای برآورد منظور( بهFeng et al., 2019و همکاران )

 هایداده از استفاده با مختلف هایعمق در خاک

 هایمدل از چین در پلاتو لاس منطقه در هواشناسی

 عصبی هایشبکه (،ELMحداکثر ) ماشین یادگیری

 پس عصبی هایشبکه (،GRNN) 1یافتهتعمیم رگرسیون

 استفاده (RF) 3تصادفی هایجنگل و (BPNN) 2انتشار

 دارای ELM مدل که رسیدند نتیجه این به آنها. کردند

 نسبت بهتری محاسبه سرعت همچنین و بهتر عملکردی

 هایبازه در RFمدلهای همچنین و GRNN ، BPNN به

 تخمین را برای ELM مدل بنابراین است، ساعتی زمانی

طبری و  .نمودند توصیه مختلف اعماق در خاک دمای

( در پژوهشی از شبکه Tabari et al., 2015همکاران )

مدت بینی دمای کوتاهپیش( برای ANNعصبی مصنوعی )

عمق مختلف در دو  6خاک با استفاده از دمای هوا در 

ایستگاه مرطوب و خشک واقع در ایران استفاده کردند. 

بینی دمای برای پیش ANN نتایج حاکی از توان مطلوب

-Zounematمدت خاک است. ذونعمت کرمانی )کوتاه

Kermani, 2013های شبکه از استفاده با را خاک ( دمای 

 تخمین هفتگی و روزانه زمانی هایبازه در مصنوعی عصبی

 رطوبت و تابش ، هوا دمای) هواشناسی پارامتر سه. زد

 به( جریان و بارش) هیدرولوژیکی متغیر دو و( نسبی

 که است شده مشاهده. شدند گرفته نظر در ورودی عنوان

 نسبت خاک دمای برآورد در مصنوعی عصبی های شبکه

  .ترندموفق چندگانه خطی رگرسیون های روش به

 رشد جهت مناسب محیط کردن فراهم خشک مناطق در

 دمای افزایش. است برخوردار زیادی بسیار اهمیت از گیاه

 و تبخیر میزان افزایش با تواندمی خشک مناطق در خاک

 کاهش باعث آلی کربن درصد و رطوبت میزان کاهش

 به نسبت خاک حساسیت افزایش و خاک کیفیت

 از .شود آبی و شوری تنش همچون محیطی هایتنش

 و رشد بر زیادی تاثیر خاک دمای پارامتر دیگر سویی

 بر طریق این از و داشته خاک هایمیکروارگانیزم فعالیت

 اطلاعات به دستیابی لذا. باشدمی تاثیرگذار گیاه رشد

 پایدار مدیریت به مختلف اعماق در خاک دمای از دقیقی

 این کسب چون اما. نمود خواهد شایانی کمک کشاورزی

 که بوده هواشناسی بر هزینه تجهیزات نیازمند اطلاعات

                                                 
1 General regression neural network 

2 Back Propagation Neural Network 

3 Random Forest 

 امکانات این به دسترسی هواشناسی هایایستگاه اغلب در

 جایگزین سازیمدل هایروش کارگیری به نیست، ممکن

 خواهد سودمند و نو راهکاری خاک دمای تخمین برای

 برآورد برای محورداده مختلف هایمدل از تاکنون .بود

 هواشناسی هایداده از استفاده با خاک نیمرخ دمای

است. هرچند در اکثر مطالعات صورت گرفته  شده استفاده

کاربرد  یک یا دو روش مختلف مورد بررسی قرار گرفته و

همزمان شش مدل یادگیری ماشین )خصوصا تکنیک 

ها سه عملکرد آنجنگل تصادفی و کیوبست مدل( و مقای

 مورد پژوهش بینی دمای سطحی و عمقی خاکدر پیش

لذا هدف از این تحقیق بررسی قابلیت  .قرار نگرفته است

شش مدل مختلف یادگیری ماشین شامل رگرسیون 

گیری (، درخت تصمیمRF(، جنگل تصادفی )LR) 4خطی

(DT( شبکه عصبی مصنوعی ،)ANN ماشین بردار ،)

بینی دمای ( در پیشCB) 6کیوبست( و SVM) 5پشتیبان

های سطحی و عمقی خاک )نیمرخ خاک( بر اساس داده

ها در اقلیم سهل الوصول هواشناسی و مقایسه عملکرد آن

 فرا خشک است.

 

 هامواد و روش
 منطقه مورد مطالعه

 بیش گرفتن بر با در ایران شرقى جنوب در کرمان استان

 حدود با ن استانایران پهناورتری وسعت از درصد 11 از

این استان از نظر موقعیت  است. کیلومترمربع 183193

 عرض درجه 32 تا دقیقه 25 و درجه 55 بین جغرافیایی

 دقیقه 59 و درجه 29 تا دقیقه 53 و درجه 26 و شمالى

ان است. است گرفته قرار گرینویچ النهارنصف از شرقى طول

 ناحیه در کشور هایاستان ترینمرتفع از یکی کرمان

 هایکلی ناهمواری طور به. است ایران آبکم و کویری

 خاص هایویژگی و جغرافیایی نظر از را کرمان استان

 و مرتفع هایکوهستان دو دسته به توانمی ایمنطقه

 نمود. بر بندیتقسیم پست و هموار نسبتاً هایسرزمین

های روش مانند معمول بندیطبقه هایروش اساس

ن، کرما استان در اقلیم غالب دومارتن، و کوپن بندیطبقه

  باشد.( میhyper-aridخشک ) فرا اقلیم

 ماشین یادگیری هایتوسعه مدل

4 Linear Regression 

5 Support Vector Machine 

6 Cubist Model 
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های یادگیری ماشین در محیط نرم در این تحقیق، روش

نویسی و محیط یک زبان برنامه Rاجرا شده است.  Rافزار 

ه افزاری برای محاسبات آماری و تحلیل داده است کنرم

های آماری از جمله: ای از تکنیکحاوی محدوده گسترده

های کلاسیک آماری، سازی خطی و غیرخطی، آزمونمدل

-بندی و قابلیتبندی، خوشههای زمانی، ردهتحلیل سری

های یادگیری باشد. در حقیقت، روشهای گرافیکی می

بینی روابط پیچیده بین دمای ماشین برای آموزش و پیش

مترهای هواشناسی موثر در میزان دمای خاک خاک و پارا

های یادگیری پیدا کردن یک استفاده شد. هدف از ماشین

بینی ارتباط بین عملکرد تقریباً مفید است که زمینه پیش

متغیرهای ورودی و نتایج موردنظر را نشان دهد 

(Mirakzehi et al., 2017.)  

از  ANNمعماری  :(ANN) مصنوعی عصبی شبکه مدل

یک ساختار غیرخطی تشکیل شده است که توسط یک 

لایه ورودی، یک یا چند لایه پنهان و یک لایه خروجی 

های عصبی تشکیل شده است. هر لایه تعداد سلول

متفاوتی دارد که با وزن مشخصی به هر نورون در لایه 

های (. تعداد نورونZhu et al., 2018بعدی مرتبط است )

ی برابر با تعداد متغیرهای ورودی موجود در لایه ورود

بوده، در حالی که از یک نورون )برابر با تعداد متغیرهای 

خروجی( در لایه خروجی استفاده شده است. تاکنون، 

های موجود در هر لایه های پنهان و تعداد نورونتعداد لایه

پنهان هنوز با قواعد صریح مشخص نشده است، که معمولاً 

های تجربی همراه شبکه و از آزمایشبسته به نظر طراح 

آید. در تحقیق حاضر با روش آزمایش و خطا بدست می

یک لایه پنهان منفرد اتخاذ شد، زیرا یک لایه پنهان به 

طور کلی برای مقابله با اکثر مشکلات کافی بوده و 

 کند. همزمان از شلوغ شدن بیش از حد اجتناب می

ن خطی ساده مدل رگرسیو (:LR) خطی رگرسیون مدل

یا چندگانه مدلی است که رابطه بین یک متغیر پاسخ و 

بینی کننده )رگرسیون ساده خطی( یا یک متغیر پیش

بینی کننده )رگرسیون خطی بیش از یک متغیر پیش

چندگانه( را با استفاده از پارامترهای وارد شده بصورت 

خطی و تخمین زده شده با روش حداقل مربعات نشان 

(. عوامل مهم در ایجاد یک Noi et al., 2017دهد )می

ترین ( انتخاب مناسب1رابطه رگرسیونی عبارتند از : 

( پی بردن به نوع همبستگی بین 2تعداد متغیر مستقل، 

( انتخاب موثرترین 3متغیرهای مستقل و وابسته و 

متغیرهای مستقل، هنگامی که تعداد زیادی متغیر 

 مستقل موجود باشد. 

ماشین بردار  :(SVM) پشتیبان بردار ماشین مدل

پشتیبان، تکنولوژی جدید یادگیری ماشین است که روش 

 Rezaeiباشد )نظارت شده میآماری غیرپارامتریک و نیمه

et al., 2018).  میلادی توسط  1992این روش در سال

بوسر و همکاران بر پایه تئوری یادگیری آماری معرفی 

تئوری ابرصفحه بهینه را به های بعد شد. آنها طی سال

بندی بندی کننده خطی ارائه داده و طبقهعنوان طبقه

های غیرخطی را با کمک توابع کرنل معرفی نمودند. کننده

اصول اساسی آن چه که امروز به عنوان ماشین بردار 

شود، نتایج کارهای بوسر و همکاران  پشتیبان شناخته می

ار پشتیبان بر اساس است و در نهایت گسترش ماشین برد

توسط وپنیک به نتیجه  1995رگرسیون نیز در سال 

(. ویژگی اصلی Samadianfard & Panahi, 2018رسید )

های آموزشی این روش، توانایی بالا در استفاده از نمونه

کمتر و در عین حال رسیدن به دقت بالاتر در مقایسه با 

حقیقت (. در Rezaei et al., 2018ها است )سایر روش

های بردار پشتیبان به دو گروه عمده الف( های ماشینمدل

بندی ماشین بردار پشتیبان و ب( مدل مدل طبقه

شوند. از مدل بندی میرگرسیون بردار پشتیبان تقسیم

بندی ماشین بردار پشتیبان جهت حل مسائل طبقه

-های مختلف قرار میهایی که در کلاسبندی دادهطبقه

گردد و مدل رگرسیون بردار پشتیبان ه میگیرند، استفاد

های عددی کاربرد دارد بینی دادهدر حل مسائل پیش

(Samadianfard & Panahi, 2018.) 

ها، سازی پدیدهدر مدل (:DT) گیریتصمیم درختان مدل

وجود شرایط محیطی ممکن است باعث شود تا استفاده 

نداشته باشد. بر از یک رابطه کلی نتایج خوبی را به همراه 

این اساس معمولا برای حل یک مسئله پیچیده، آن را به 

تر تقسیم نموده و سپس چند مسئله کوچکتر و ساده

کنند. همین های بدست آمده را با هم ترکیب میجواب

گیری مورد استفاده های درخت تصمیمایده ساده در مدل

وی کاهای دادهگیرد. درخت تصمیم یکی از روشقرار می

بندی و ابزارهای قوی و متداول برای دسته

(classification treeو پیش )( بینیregression tree )

های عصبی به تولید قانون باشد، که برخلاف شبکهمی

های پردازد. بدین منظور، فضا یا محدوده مقادیر دادهمی

ورودی به چند زیربازه تقسیم و برای هر زیربازه یک الگوی 
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 Hasaniشود )معادله یا مدل ساده استخراج می یادگیری،

et al., 2018 این فرآیند به طور بازگشتی در هر زیر .)

مجموعه مشتق شده تکرار می شود. هنگامی که زیر 

مجموعه در یک گره تمام مقادیر یکسان متغیر هدف را 

ها بینی، یا وقتی تقسیم دیگر نتایج پیشآوردبه دست می

 ,.Granata et alرسد )د، به نتیجه میبخشرا بهبود نمی

 تولید و شاخه ایجاد جهت متفاوتی (. معیارهای2017

 به حاضر که پژوهش آنجا از اما دارد، وجود تصمیم درخت

 مورد معیار پرداخته، رگرسیونی تصمیم درخت از استفاده

 Leastاین مدل که انحراف حداقل مربعات ) در استفاده

Squares Deviation or LSDدارد. ( نام  

جنگل تصادفی نوعی الگوریتم  (:RF) یمدل جنگل تصادف

( 2001بندی شده است که توسط برایمن )مجموعه طبقه

بهبود الگوریتم  RFپیشنهاد شده است. جوهر الگوریتم 

(. به عبارتی، روش Ma et al., 2016درخت تصمیم است )

ای از یادگیری مبتنی بر دستهجنگل تصادفی یک روش 

تواند الگوهای های تصمیم است. جنگل تصادفی میدرخت

پیچیده را یاد بگیرد و ارتباط غیرخطی بین متغیرهای 

 Norouziتوضیحی و متغیرهای وابسته را در نظر بگیرد )

et al., 2017های تواند تعداد زیادی از متغیر(. این مدل می

من، این مدل حاوی روش ورودی را کنترل کند. در ض

-های از دست رفته است و میمناسبی برای تخمین داده

 Maهای از دست رفته ، دقت را حفظ کند )تواند با داده

et al., 2016 ; Norouzi et al., 2017 روش .)RF  نسبت

بینی های دیگر دارای مزایایی مانند دقت پیشبه روش

لا در ، توانایی بابالا، توانایی در یادگیری روابط غیرخطی

بینی و ماهیت غیر تعیین متغیرهای مهم در پیش

 (.Norouzi et al., 2017باشد )پارامتری می

مدل کیوبیست بر اساس درخت  (:CB) یوبیستمدل ک

(. در Quinlan, 1993کوئینلان پیشنهاد شد ) M5مدل 

کند و مدل رگرسیون کیوبیست مفهومی، درخت رشد می

وی یک مدل رگرسیون خطی برای برگ انتهای نقطه حا

ای از قوانین بینی است. روش کیوبیست مجموعهپیش

کند. هر قانون دارای را ایجاد می1"پس از-پس از  -اگر"

یک مدل خطی چند متغیره مرتبط است. تا زمانی که 

مجموعه متغیرها شرایط قاعده را برآورده کند، از مدل 

                                                 
1 "if-after-after" 

-ه استفاده میبینی شدمربوطه برای محاسبه مقدار پیش

(. محبوبیت Noi et al., 2017 ; Zhou et al., 2019شود )

مدل کیوبیست به دلیل توانایی آن در استخراج روابط 

-های مورد مطالعه است، اما مسئله پیشغیرخطی در داده

های درخت های محدودی را که برای سایر مدلبینی

مدل  (.Malone, 2013دهد ندارد )رگرسیون رخ می

کند. برای کیوبیست از ترکیب خطی دو مدل استفاده می

توان آن را به عنوان تفسیر آسانتر مدل کیوبیست، می

الگویی در نظر گرفت که شامل بسیاری از قوانین است، 

که در آن هر قانون به یک مدل خطی چند متغیره مربوطه 

پیوست می شود. در مواردی که شرایط این قانون مطابقت 

بینی شده مربوط به محاسبه یک مقدار پیش دارد، مدل

 (. Zhou et al., 2019یابد. )مربوطه اختصاص می

 هامدل اجرایو  توصیفیها، آمار داده گردآوری

 هایدماسنج از استفاده با خاک دمای گیریاندازه

 اعماق در WMOو مورد تایید  استاندارد مخصوص خاک

تر در ایستگاه مسانتی 100 و 50 ، 30 ، 20 ، 10 ، 5

-داده (.IRIMO 2007)شد  انجام سینوپتک شهر کرمان

 میانگین سازیمدل برای مورداستفاده هواشناسی های

 روزانه دمای حداقل و حداکثر شامل خاک روزانه دمای

 خورشید (، تابشETتعرق )-تبخیر ،(Tmin و Tmax) هوا

(Rs)، نسبی رطوبت (RH)، ( تشعشعاتRADنقطه ،) 

 سطح دریا به یافته کاهش جو فشار و( DEW) شبنم

(QFF )هایدهدا سایر وهای دمای خاک . دادهبود 

ه به صورت مقادیر میانگین روزانه و برای باز هواشناسی

نظر گرفته شد که  رد (1372-1390ساله ) 18 زمانی

رت های پها برای هر پارامتر با حذف دادهتعداد کل داده

  .ستابوده  6372مفقود برابر با های و در نظرنگرفتن داده

-داده که است لازم آماری محاسبه یا مطالعه هرگونه برای

 اعداد از ایتوده صورت به یا میدانی که و آزمایشی های

 هایداده تنظیم. گردند منظم خاصی شکل به هستند خام

 مراحل اولین از آنها، نمودار ترسیم و هاجدول در عددی

 شوند مرتب که زمانی هاداده این و باشدمی آماری تجزیه

 توزیع وضعیت. باشندمی مفیدی و مهم اطلاعات حاوی

سازی با مدل جمله از و آماری کارهای برای هاداده

 برخوردار توجهی قابل اهمیت از محورهای دادهتکنیک

 مورد هاییویژگی توسط هاداده توزیع وضعیت .باشدمی
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 حداقل، میانه، میانگین، :شامل که گیرندمی قرار بررسی

 .باشندمی معیار انحراف تغییرات و ضریب حداکثر،

 برای که است شاخصی( پراکندگی) تغییراتضریب

 همچنین و آماری هایداده پراکندگی توزیع گیریاندازه

 .رودمی کار به( متغیر) صفت چند یا دو پراکندگی مقایسه

 به دیگر، پراکندگی هایشاخص تغییرات، ضریب جز به

 برای نتیجه در دارند وابستگی هاداده گیریاندازه مقیاس

 مناسب جامعه چند یا دو بین پراکندگی معیار مقایسه

 نسبی تغییرپذیری از معیاری تغییرات ضریب نیستند،

است که از تقسیم انحراف معیار به میانگین طبق فرمول 

 (:Bameri et al., 2015آید )ذیل بدست می

 

𝑆𝐷 = √
1

𝑁−1
∑ (𝑋𝑖 − �̅�)𝑁
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تعداد کل  Nانحراف معیار،  SDهای ارائه شده، در فرمول

 �̅�،، امiمقادیر نمونه در نقطه  𝑋𝑖 ،نقاط مورد بررسی

ضریب تغییرات براساس درصد  CVها و میانگین نمونه

( 1983) همکاران و Wilding بندیطبقه طبق باشد.می

 هاداده باشد، صد در15 از کمتر هاداده تغییرات ضریب اگر

 بین ویژگی این مقدار اگر. هستند کم تغییرپذیری دارای

 و متوسط تغییرپذیری کلاس باشد، درصد 35  تا 15

 باشد، درصد 35 از بیشتر آماره این مقدار کهدرصورتی

 .است هاداده زیاد تغییرپذیری از حاکی

ها به دو دسته ها، کل دادهدر طی فرآیند اجرای مدل

 Trainingهای مرحله آموزش )داده :اندبندی شدهتقسیم

dataو داده )( های مرحله آزمایشTesting data به ،)

ها به آموزش درصد از کل داده 80طوریکه در این تحقیق 

-درصد باقیمانده به عنوان داده 20مدل اختصاص یافت و 

های های آزمون به مدل معرفی گردیده است. انتخاب داده

افزار انجام آموزش و آزمون به صورت تصادفی و توسط نرم

های یک مرحله در مرحله شده و بدیهی است که داده

 فته است.دیگر مورد استفاده قرار نگر

 عملکرد مدل ارزیابی

بینی دمای خاک در در مطالعه حاضر، هدف اصلی پیش

اعماق مختلف با استفاده از تعداد محدود پارامترهای 

الوصول هواشناسی نظیر دمای حداقل و ورودی سهل

طوری که تا حد حداکثر، رطوبت، تشعشعات و ... است، به

گیری ازهامکان بتوان از فقدان تجهیزات مخصوص اند

نظر کرد. های هواشناسی صرفدمای خاک در ایستگاه

روش یادگیری  6برای این منظور در این تحقیق، از 

بینی دمای سطحی و عمقی خاک ماشین برای پیش

های بکار برده شده شامل: رگرسیون استفاده گردید. مدل

خطی، ماشین بردار پشتیبان، مدل کیوبیست، شبکه 

گیری و جنگل تصادفی صمیمعصبی مصنوعی، درخت ت

کار برده شده برای های بهباشد. به منظور ارزیابی مدلمی

سازی دمای نیمرخ خاک، از چند شاخص آماری از شبیه

( ، ضریب RMSEجمله خطای میانگین مربعات ریشه )

( استفاده شد که به ترتیب در Bias( و اریب )2Rتبیین )

 (:Omidvar et al., 2014روابط زیر تعریف شده است )
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𝐵𝑖𝑎𝑠 = �̅� − �̅� (5                )                                

تعداد کل نقاط مورد بررسی،  nهای مذکور: که در فرمول

میانگین مقادیر پیش میانگین مقادیر مشاهده شده،  

مقدار  ام و  iمقدار مشاهده شده در نقطه  شده، بینی 

جهت  استفاده از مدل در این نقطه است.شده با بینی پیش

آنالیز، مدلسازی و همچنین تهیه دیاگرام همبستگی در 

 استفاده شد. Rstudioاین پژوهش از نرم افزار 

 

 نتایج و بحث

 اقلیمی منطقه مورد مطالعه خصوصیات آماری توصیف

 خلاصه 1 جدول در دوره آماری مورد بررسی به مربوط

 ، پارامتر1 جدول در شده گزارش نتایج براساس .است شده

 ( دارایQFF) دریا سطح یافته به کاهش جو فشار

پارامترهای دمای حداکثر، تشعشعات و  کم، تغییرپذیری

 متوسط تغییرپذیری دارای هادمای خاک در تمامی عمق

تعرق و نقطه -پارامترهای دمای حداقل، رطوبت، تبخیر و

  همکاران و ریدلب .هستند زیاد شبنم دارای تغییرپذیری

(Delbari et al., 2019) همکاران ) و و ستاریSattari et 

al., 2017رطوبت، نقطه شبنم،  بالا برای تغییرات ( ضریب
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-کرده گزارش تبخیر و دمای حداقل را در تحقیقات خود

 ,.Samadianfard et al) همکاران، و صمدیان فرد. اند

برای فشار جو و ضریب  کم تغییرات نیز ضریب( 2018

تغییرات متوسط برای تشعشعات و دمای خاک در تمامی 

اند، هرچند متغیر دمای خاک با داشته بیان هاعمق

افزایش عمق خاک تغییرپذیری کمتری از خود نشان داد، 

 باشد. که همسو با نتایج تحقیق حاضر می

 
 ساله 18دوره آماری  در اقلیمی منطقه مورد مطالعه تخصوصیا آماری توصیف -1جدول 

Table 1. Statistical description of climatic characteristics of the study area in the statistical period of 18 years 

 

Variables Min Max Mean Median SD Range CV(%) 

C)°Tmin ( -8.6 26.6 10.3 10.8 6.7 35.2 65.1 

Tmax (°C) 3.0 42.0 28.8 30.4 7.0 39.0 24.4 

Tdaily (°C) -3.0 48.0 26.3 29.0 11.7 51.0 44.4 

DEW (°C) -21.9 14.6 -1.7 -1.3 5.0 36.4 301.0 

HUM (%) 8.9 97.0 27.0 22.9 13.6 88.1 50.4 

)2-cm(calRs  0.0 13.5 9.8 10.5 2.8 13.5 28.7 

QFF (mbar) 814.6 835.5 824.2 824.1 3.5 20.9 0.4 

)1-day ET (mm 0.0 70.4 9.2 9.7 4.1 70.4 44.6 

)2-m RAD (W 0.0 414.6 96.5 101.4 29.9 414.6 31.0 

ST05 (°C) 2.7 44.9 25.8 27.8 8.6 42.3 33.4 

ST10 (°C) 5.3 40.6 25.3 27.1 8.0 35.3 31.7 

ST20 (°C) 6.2 35.5 23.9 25.7 7.0 29.3 29.2 

ST30(°C) 7.3 43.8 24.0 25.8 6.7 36.4 28.0 

ST50 (°C) 8.7 33.1 24.1 25.7 5.9 24.4 24.4 

ST100 (°C) 11.0 30.7 23.4 24.7 4.9 19.7 21.1 

 

-بررسی همبستگی بین متغیرهای مورد بررسی نشان می

دهد که بیشترین همبستگی بین دمای خاک با دمای 

تعرق و تشعشعات وجود -حداقل و حداکثر  و سپس تبخیر

، این همبستگی مثبت 1(. با توجه به شکل 1دارد )شکل

یابد به طوریکه بیشترین میبا افزایش عمق کاهش 

شود. همبستگی دمای خاک در لایه سطحی مشاهده می

قیم دمای حداکثر و حداقل با همبستگی بالا و رابطه مست

دمای خاک و نیز کاهش این همبستگی با افزایش عمق 

 Delbari etدر تحقیقات پیشین نیز گزارش شده است )

al., 2019; Bahmani et al., 2018 دلیل این به (. این 

 از متغیرهایی نظیر دمای خاک دمای که تاثیرپذیری است

 می کاهش قعم با کلی طور به خورشید تابش و محیط

همچنین یک همبستگی منفی  .(Fan & Liu, 2003یابد )

کمترین  .بدست آمد QFFبین دمای خاک با رطوبت و 

مشاهده شد. این  DEWهمبستگی بین دمای خاک و 

مطلب نیز همسو با نتایج تحقیقات پیشین است 

(Delbari et al., 2019.) 
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 همبستگی بین متغیرهای اقلیمی و دمای خاک دیاگرام -1شکل 
Figure 1. Diagram of the correlation between climatic variables and soil temperature 

 

 ماشین یادگیری هایعملکرد مدل ارزیابی

( 3و  2های مورد مطالعه در جدول )ارزیابی آماری مدل

های مختلف است. مقایسه الگوریتم نشان داده شده

یادگیری ماشین برای همه اعماق خاک بیانگر قابلیت 

بینی دمای های یادگیری ماشین در پیشبالای روش

های آماری باشد. هر چند بر اساس شاخصخاک می

بینی بالاتری ها قابلیت پیشمحاسبه شده برخی از روش

 97/0بالاتر از از خود نشان دادند. مقادیر ضریب رگرسیون 

های هم در مرحله آموزش و تست و هم در کل، برای روش

جنگل تصادفی، شبکه عصبی مصنوعی، ماشین بردار 

-دهنده کارایی بالای این روشپشتیبان و کیوبیست نشان

 20بینی دمای خاک در اعماق سطحی صفر تا ها در پیش

( و نیز دمای عمقی خاک در اعماق 2متر )جدول سانتی

باشد. در حقیقت این ( می3متر )جدول سانتی 100تا  30

ضرایب رگرسیون انطباق بسیار مطلوب مقادیر مشاهداتی 

کند. ها را بیان میبینی شده توسط این مدلو مقادیر پیش

ها در تحقیقات دیگر عملکرد قابل قبول این مدل

 Fathololoumi et)پژوهشگران نیز گزارش شده است 

al., 2020; Delbari et al., 2019; Samadianfard et al., 

2018; Sattari et al., 2017.) ها، مدل در بین این مدل

جنگل تصادفی در همه اعماق مورد بررسی و بر اساس هر 

سه معیار ارزیابی بهترین عملکرد را از خود نشان داده و 

پس از آن مدل شبکه عصبی کارایی بالایی در تخمین 

 نین بر اساس مقادیر معیارهایدمای خاک داشت. همچ

گیری و پس از ارزیابی بدست آمده، روش درخت تصمیم

تری را نسبت به آن روش رگرسیون خطی عملکرد ضعیف

چهار مدل دیگر از خود نشان دادند. اگرچه این دو مدل 

قبولی از دمای خاک های قابلبینیبه نوبه خود پیش

ها از دیگر مدل داشتند که در شرایط عدم امکان استفاده

توانند کاربردی باشند. همچنان در تخمین دمای خاک می

بینی شده و ( نمودار یک به یک مقادیر پیش2شکل )

و  5مقادیر واقعی دمای خاک را در سطح و عمق خاک )

 دهد.متر( را برای برترین مدل نشان میسانتی 100

ق ( نیز در تحقیDelbari et al., 2019دلبری و همکاران )

خود کارایی بهتر مدل بردار پشتیبان را نسبت به 

بینی دمای خاک خصوصا در رگرسیون خطی در پیش

های عمقی اذعان داشتند. ستاری و همکاران عملکرد لایه

گیری را در تخمین دمای خاک بالای مدل درخت تصمیم

 سطحی در مطالعه خود گزارش کردند.
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 متر(سانتی 0-20دمای خاک سطحی ) بینیپیش در یادگیری هایماشین مختلف هایمدل ارزیابی -2 دولج
Table 2. Evaluation of different machine learning models in predicting surface soil temperature (0-20 cm) 
     Bias (°C)   RMSE (°C)    R2   

Method Data set 5 cm 10 cm 20 cm 5 cm 10 cm 20 cm 5 cm 10 cm 20 cm 

 train 0.000 0.000 0.000  1.817 1.689 1.675  0.956 0.956 0.941 

LR test 0.001 -0.113 0.086  1.772 1.619 1.765  0.956 0.959 0.939 

  all 0.000 -0.034 0.026  1.803 1.669 1.703  0.956 0.957 0.940 

 train 0.000 0.000 0.000  1.244 1.062 0.964  0.980 0.983 0.981 

ANN test 0.001 -0.041 0.000  1.273 1.054 1.036  0.977 0.982 0.979 

  all 0.000 -0.012 0.000  1.253 1.060 0.986  0.979 0.983 0.980 

 train 0.000 0.000 0.000  2.625 2.421 2.407  0.909 0.909 0.879 

DT test 0.062 -0.134 0.035  2.715 2.348 2.497  0.897 0.913 0.877 

  all 0.019 -0.040 0.011  2.652 2.400 2.434  0.906 0.910 0.878 

 train 0.015 0.023 0.002  1.318 1.079 1.002  0.977 0.982 0.979 

CB test 0.028 -0.021 0.012  1.361 1.091 1.079  0.974 0.981 0.977 

  all 0.019 0.010 0.005  1.331 1.083 1.026  0.976 0.982 0.978 

 train -0.001 -0.001 -0.002  0.612 0.509 0.461  0.995 0.996 0.996 

RF test -0.048 -0.054 0.001  1.394 1.156 1.050  0.973 0.979 0.978 

  all -0.015 -0.017 -0.001  0.919 0.763 0.693  0.989 0.991 0.990 

 train 0.010 -0.017 -0.005  1.189 0.909 0.850  0.981 0.987 0.985 

SVM test -0.033 -0.069 0.014  1.459 1.151 1.092  0.970 0.979 0.976 

  all -0.003 -0.033 0.001  1.276 0.988 0.929  0.978 0.985 0.982 

 

 
 

 

 

 

 

 

 

 

 

 
-سانتی 100و  5های در مقابل مقادیر واقعی دمای خاک در عمق RFبینی شده توسط مدل پیش نمودار پراکنش دمای خاک -2شکل 

 متر 
Figure 2. Scatterplot of predicted soil temperature by RF model versus observation data of soil temperature in 

depth of 5 and 100 cm

توان علت تفاوت نتایج این تحقیق با نتایج حاضر را می

تفاوت در اقلیم منطقه مورد بررسی و نیز تفاوت در 

متغیرهای هواشناسی به عنوان ورودی مدل دانست 

(Sattari et al., 2020.)  های مختلف یادگیری مدلدقت

بینی دمای خاک در تمامی اعماق بر برای پیش ماشین

(3های آماری محاسبه شده، در شکل )اساس سه شاخص
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 متر(سانتی 30-100دمای خاک عمقی ) بینیپیش در یادگیری هایماشین مختلف هایمدل ارزیابی -3 جدول
Table 3. Evaluation of different machine learning models in predicting deep soil temperature (30-100 cm) 

 

باشد. علاوه بر شاخص آماری به وضوح قابل مقایسه می

 RMSEضریب رگرسیون، نزدیک بودن مقادیر دو شاخص 

به صفر نیز بیان کننده عملکرد بهتر چهار مدل  Biasو 

جنگل تصادفی، شبکه عصبی مصنوعی، ماشین بردار 

های رگرسیون پشتیبان و کیوبیست در مقایسه با روش

باشد. همچنین مقادیر منفی خطی و درخت تصمیم می

Bias ها تمایل به کمباشد که مدلدهنده این مینشان 

 دهنده برآورد کردن دما داشته و مقادیر مثبت آن نشان

 باشد. ها میبرآورد کردن دما توسط مدلبیش

برآورد در اکثر برآورد و یا بیش هر چند مقادیر این کم

ها ناچیز و نزدیک به صفر بوده و موجب کاهش دقت مدل

ها بینی نشده است. همچنین، همانطور که از شکلپیش

های های عمقی خاک، مدلی لایهآید برای همهمیبر

رگرسیون خطی و درخت تصمیم ضعیفترین عملکرد را 

  اشتند.های مورد ارزیابی دنسبت به دیگر مدل

 

. 

 

 

 

 

 

 

 
. 

 یادگیری ماشین بر اساس شاخص آماریهای مختلف مقایسه دقت مدل -3شکل 
Figure 3. Comparing the accuracy of different models of machine learning based on statistical index 

     Bias (°C)     RMSE (°C)     R2   

Method Data set 30 cm 50 cm 100 cm 30 cm 50 cm 100 cm 30 cm 50 cm 100 cm 

 Train 0.000 0.000 0.000 1.733 1.748 1.490 0.934 0.912 0.909 

LR Test -0.023 0.054 0.028  1.818 1.694 1.536  0.925 0.915 0.902 

 All -0.007 0.016 0.008  1.759 1.732 1.504  0.931 0.913 0.907 

 train 0.000 0.000 0.000  0.904 0.882 0.615  0.982 0.978 0.985 

ANN test -0.012 0.037 -0.011  0.999 0.788 0.665  0.977 0.982 0.982 

 all -0.003 0.011 -0.003  0.933 0.855 0.630  0.981 0.979 0.984 

 train 0.000 0.000 0.000  2.384 1.972 1.186  0.875 0.889 0.942 

DT test -0.029 -0.003 0.030  2.423 1.931 1.205  0.867 0.890 0.940 

 all -0.009 -0.001 0.009  2.396 1.960 1.192  0.873 0.889 0.942 

 train 0.021 0.014 0.000  0.968 1.021 0.692  0.979 0.970 0.980 

CB test 0.022 0.052 -0.028  1.057 0.931 0.713  0.975 0.974 0.979 

 all 0.021 0.025 -0.008  0.996 0.995 0.698  0.978 0.971 0.980 

 train -0.004 -0.005 -0.002  0.384 0.377 0.190  0.997 0.996 0.999 

RF test -0.021 -0.001 -0.013  0.984 0.761 0.480  0.978 0.983 0.990 

 all -0.009 -0.004 -0.005  0.627 0.522 0.307  0.991 0.992 0.996 

 train 0.007 0.006 -0.004  0.806 0.825 0.595  0.986 0.981 0.986 

SVM test 0.010 0.010 -0.007  1.075 0.970 0.763  0.974 0.972 0.976 

 all 0.008 0.007 -0.005  0.895 0.871 0.650  0.982 0.978 0.983 
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های ها )بجز مدلهمچنین با توجه به نمودارها در مدل

رگرسیون خطی و درخت تصمیم( با افزایش عمق دقت 

ای مشاهده نشد. ملاحظهبینی افزایش یا کاهش قابلپیش

این در حالیست که در تحقیقات دلبری و همکاران 

(Delbari et al., 2019( و ستاری و همکاران )Sattari et 

al., 2017 گزارش شده است که با افزایش عمق دقت )

یابد. این مغایرت احتمالا به تفاوت در ها کاهش میمدل

-مورد بررسی و پارامترهای ورودی مدل برمیهای مدل

گردد. زیرا کاربرد صرف از پارامترهای به شدت تاثیرگذار 

-در دمای سطح خاک به عنوان متغیر ورودی برای پیش

ها در تخمین دمای بینی، سبب عملکرد ضعیفتر مدل

 عمقی خاک خواهد شد. 

 دمای حداکثر و حداقل،) ورودی متغیرهای اهمیت

-پیش در( ... و طوبت، نقطه شبنم، فشار جوتشعشعات، ر

 مختلف هایمدل در دمای خاک در اعماق مختلف بینی

 نتایج(. 4 شکل) گرفت قرار بررسی مورد ماشین یادگیری

دمای حداکثر و  متغیر که دهدمی نشان متغیرها اهمیت

 را تاثیر بیشترین تعرق-پس از آن دمای حداقل و تبخیر

 مدل 6 هر در یعنی دمای خاکخروجی  تغییرات بیان در

 Sattariستاری و همکاران ). داد نشان شده برده کار به

et al., 2020ترین ( نیز دمای هوا و ساعات آفتابی را مهم

بینی دمای خاک عنوان کردند. از دقت در پارامتر در پیش

آید که در مدل شبکه عصبی نمودارها چنین برمی

یرها دارای تاثیر مصنوعی و جنگل تصادفی تمامی متغ

 در بینی دمای خاک هستند. همچنینتوجه در پیشقابل

 درخت تصمیم و رگرسیون خطی، مدل جز به هامدل همه

دمای خاک  تغییر در همه متغیرهای ورودی هرچند کم

 هامدل برخی در دمای نقطه شبنم متغیر. داشتند تاثیر

 خود از ناچیزی تاثیر هامدل برخی در و نسبی تاثیر دارای

 .داد نشان
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 ماشین یادگیری مختلف هایمدل در ورودی متغیرهای اهمیت درجه -4شکل 
Figure 4. The importance of input variables in different models of machine learning 

 

 هایمدل در پارامترها اهمیت در هاتفاوت برخی علت

 روابط و سازیشبیه پیچیده فرآیند به احتمالا مختلف

 و مستقل متغیرهای بین غیرخطی و پیچیده ریاضی

شود می مربوط بینیپیش مختلف هایمدل در وابسته

(Ajamzadeh et al., 2017).  به طور کلی نتایج تعیین

ها نشان داد که اهمیت متغیرهای ورودی در همه مدل

تعرق دارای -و حداقل و تبخیر پارامتر دمای حداکثر

اهمیت بسیار زیادی در تعیین دمای خاک در تمامی 

باشند. متغیر دمای نقطه شبنم و پس از آن اعماق می

ه و فشار جو از درجه اهمیت نسبی کمتری برخوردار بود

اند این موضوع را بیان کند. این ها به خوبی توانستهمدل

( مطابقت داشته و این 3نتایج با مشاهدات میدانی )شکل 

ها را در تعیین پارامتر تاثیرگذار انطباق عملکرد خوب مدل

 دهد. نشان می

 

 کلی گیرینتیجه

محور در تحقیق حاضر به ارزیابی و مقایسه شش مدل داده

متری سانتی 100بینی دمای خاک تا عمق شبه منظور پی

الوصول هواشناسی پرداخته شد. شش های سهلاز داده

(، LRتکنیک یادگیری ماشین شامل رگرسیون خطی )

(، ماشین بردار پشتیان DTگیری )درخت تصمیم

(SVM( جنگل تصادفی ،)RF( کیوبست ،)CB و شبکه )

ر سازی دمای خاک د( برای شبیهANNعصبی مصنوعی )

یک منطقه فرا خشک مورد بررسی قرار گرفت. نتایج 

ها توانایی خوبی در بدست آمده نشان داد که همه مدل

بینی دمای خاک از خود نشان دادند. هرچند برخی پیش

ها ها قابلیت بالاتری در این زمینه داشته و برخی مدلمدل

و  RFتر بود. دو مدل عملکردشان به طور نسبی ضعیف

ANN س معیارهای ارزیابی آماری بهترین کارکرد بر اسا

سازی دمای خاک داشتند. پس از این دو مدل را در شبیه

نیز دارای عملکرد قابل قبولی  CBو  SVMهای روش

های مذکور توسط محققان دیگر نیز در بودند. دقت روش

های مختلف مورد تایید بینی دمای خاک در اقلیمپیش

ن روش درخت تصمیم و قرار گرفته است. در این بی

تری رگرسیون خطی در ارزیابی عملکرد در سطح پایین

ها قرار گرفتند. این تفاوت در عملکرد نسبت به دیگر روش

 پیچیده ریاضی سازی و روابطبه فرآیندهای مختلف شبیه

گردد. به برمی بینیپیش هایمدل در متفاوت غیرخطی و

آید که برخی از میطور کلی از نتایج این تحقیق چنین بر

های یادگیری ماشین نظیر جنگل تصادفی، شبکه تکنیک

عصبی مصنوعی و ماشین بردار پشتیبان با درجه اطمینان 

های عملی تعیین دمای بالا قابلیت جایگزینی با روش

 جانبی ابزار ها به عنوان یکخاک را دارا هستند. این مدل

 خاک دقیق دمای تولید برای توانند می شرایط واجد

 جویی در هزینه و زمان گردند. و سبب صرفه استفاده
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Abstract 

Accurate estimation of temperature at various soil depths is crucial for land-atmosphere interactions. 

In this study, the application of six different machine learning models including artificial neural 

network (ANN), decision tree (DT), cubist (CB), random forest (RF), support vector machine (SVM) 

and linear regression (LR) for modeling of daily soil temperature was studied at six different depths 

of 5, 10, 20, 30, 50 and 100 cm in Kerman. A set of accessible meteorological data including 

maximum and minimum temperatures, relative humidity, dew point, evapotranspiration and 

atmospheric pressure were used as input to the models. The degree of importance and correlational 

analysis was performed for the input variables based on the data of the 18-year statistical period. 

According to the results, the performance of all six models based on evaluation criteria (R2 >0.86, 

RMSE <2.8 ◦c and Bias <0.14 ◦c) was acceptable at all depths. However, RF, ANN and SVM showed 

very high efficiency in estimating soil temperature (R2 <0.97). Also, the DT model and then the LR 

model performed lower than the others. Examination of the importance of variables showed that 

among the input parameters, maximum and minimum temperature had the greatest effect on 

predicting soil temperature in all models. Finally, it can be safely acknowledged that machine 

learning models such as random forest, artificial neural network and support vector machine have 

the ability to estimate surface and depth soil temperatures in arid climates in the absence of measuring 

equipment. A set of meteorological data including maximum and minimum temperature, relative 

humidity, dew point, evapotranspiration and atmospheric pressure were used as input to the models. 
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